LATVIJAS
UNIVERSITATE

Statistiska masinmacisanas un maksligais intelekts

Riga, 2022 ARTIS ALKSNIS



levads!

14
55 O]hl S\nx_ ;

* Y

M

\ 111
" |
[
Cores ()




Prezentacijas saturs

Kas ir datu zinatne, masinmacisanas un maksligais intelekts?

Pamataprincipi

Interaktivi piemeri

Dati un risinamas problémas raksturosana

Datu visparéja analize

Datu iegtusana un sagatavoSana

Masinmacisanas un maksliga intelekta metodes un to izvéle

Modela trenéSana
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Modelu izmantoSana un uzturésana

10. Praktisks piemérs




1. Kas ir datu zinatne, masinmacisanas
un maksligais intelekts?



Datu zinatne

Machine
Learning

Data
Science

Traditional Data
Software Anc'ysis




Statistiska masinmacisanas un maksligais
intelekts

artificial
Intelligence

machine learning

data science deep learning

big data

data
analytics







Popularakas programmesanas valodas

(R @ python’




Datu zinatnes un maksliga intelekta
pamatmerki

) Datu izpéte un analize

) Datu vizualizacija

) Mode|u veidosana




Masinmacisanas un maksliga intelekta
modelu tipi

( Machine Learning )

Supervised Learning Unsupervised Learning Reinforcement Learning
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Masinmacisanas un maksliga intelekta

modelu tipi

Image

Structure Classification
Discovery Feature ° Customer
@ Elicitation  Fraud ® Retention

Meaningful Detection

compression

DIMENSIONALLY o .
. REDUCTION CLASSIFICATION o D[agnosﬂcs
Big data

Visualisation
® Forecasting

SUPERVISED

Recommended UNSUPERVISED -
Systems LEARNING LEARNING ® Predictions
CLUSTERING REGRESSION
Targetted ® Process
Marketing MACHINE Optimization
LEARNING e
[ ]
Customer New Insights
Segmentation

REINFORCEMNET
LEARNING

Real-Time Decisions ® ® Robot Navigation

Game Al ® @ Skill Aquisition
[ J
Learning Tasks







“Si persona neeksité”

Random Face Generator (This Person Does
Not Exist)

Generate random human face in 1 click and download it! Al generated fake person photos:
man, woman or child.

Refresh Image

https://this-person-does-not-exist.com/en




Attéla atpaziSanas projekts

Class 1

Add Image Samples:

] )
Webcam Upload .
Trainin g
Preview T Export Model
Train Mod
Class 2 You must train a model on the left
before you can preview it

Add Image Samples:

O &

Webcam Upload

Add a class

https://teachablemachine.withgoogle.com/train




4. Dati un risinamas problemas
raksturosana



Dati un risinamas problémas
raksturosana

lzpétit pieejamos datus un definét risinamo problemu.




Piemerl

1 Reklamas (Facebook)
J Google meklésana algoritms
) Rekomendacijas (TikTok, YouTube, Netflix utt.)

) TulkosSana (google translate, deepl utt.)

) Automatiska teksta pabeigSana







Datu vispareja analize

) Datu pieejamiba (vai visi dati ir pieejami, par kadu period ir pieejami dati)

) Datu kvalitates novertéjums (vai trikst vértibas, vai trikst ieraksti utt.)
) Datu vizualizacija (veikt piemérotu datu vizualizaciju)
1 Datu struktdra (bildes, tabulas utt.)

) Datu tipi
) Skaitliskas véertibas
) Kategorialas vértibas
J Laikrindu dati
] Teksts







Datu iegtsana

) Dazada veida datubazes
J Timekla vietnes

. Faili (xIsx, csv, json utt.)

J un citi iespéjamie datu avoti.




Datu sagatavosana

) Datu formatésana

) Datu tirisana

 Trakstoso vertibu / ierakstu aizvietoSana vai dzésana
) Datu konsolidacija / apvienosana

J Jaunu mainigo veidoSana (péc nepiecieSamibas)

) Cita veida manipulacijas un transformacijas ar datu tipu vai struktGru




/. Masinmacisanas un maksliga intelekta
metodes un to izvéle



Masinmacisanas metozu karte

scikit-learn
algorithm cheat-sheet

classification

dicting a

e
category

few features
should be
important

YES

predictinga \
quantity
just =
100k11‘lg NES NOT
WORKING Qe g
o7
YES omane -

number of
categories
known

o R | dimensionality
- reduction

predicting
structure




Ka izveléeties “pareizo” metodi?

Atkarigs no:

) Risinamas problémas veida

) Datu apjoma

) Citas attiecigas problémas specifikas (pieméram, izpildes laika vai modela
trenéSanas/partrenésanas laika)







Trenina, testa un validacijas datu kopu

izdale
1
J 1
Training Set Testing Set
! | 1 l

Training Set Validation Set Testing Set




Modelu trenésana process

Model Training Trained model

/ Inference Result

Training Data







Modela dzives cikls

Machine Learning
life-cycle

Wrangling

Analyse

Data 0






Par petijumu!

) Izpétes ietvaros tika aplikotas temperatiiras
meérijumu sensoru laikrindas.

) Izpétes mérkis — izstradat reallaika anomalijas
noteikSanas modeli, kas spétu identificét potencialas
problémas ar sensoru vai iekartu.

) Izpétes uzdevums — izpétit un izveidot piemérotako
dzilas apmacibas (LSTM) modeli.

J Izstradat modela anomaliju noteikSanas modela MMMMMMMM

prototipu.




Laikrindu visparéja analize

) Vizuala analize

) Stacionaritates parbaude
J Autokorelacijas funkcijas attélojums
) Parcialas autokorelacijas funcijas attélojums

) Laikrindu dekompozicija

) Laikrindas struktiras sarezgitibas novertéjums (Sample entropy)




Datu sagatavosana un prieksapstrade

) Datu trukstosSo vertibu aizpildiSanas metodes

) Laikrindu transformacijas
] Gludinasanas metodes

) Mérogos$anas metodes

J Anomaliju likvidesana




Prognozesanal!

Tika apskatiti un salidzinati vairaki laikrindu prognozéjosie algoritmi, ieskaitot sekojosos:

* Holt-Winters (HW) - triskarsas eksponencialas gludinasanas modelis
* LSTM —dzilo neironu tiklu modelis

* LightGBM - gradientu pastiprinasanas algoritms

* SARIMA —sezonala ARIMA

* SVM — atbalsta vektoru masinas

* Citi gradient pastiprinasanas algoritmi (CatBoost & XGBoost)

* FBProphet — Facebook prognozéjosais algoritms




Triskarsas eksponencialas gludinasanas
(Holt-Winters) modelis

Triskarsas eksponencialas gludinasanas (HW) aditivais modelis sastav no sekojosam kom-

ponentém:
Modela vienadojums Yernjt = € + hby + Stth—m(k+1)
Limena komponente b = a(y — St—m) + (1 — a)(€i—1 + bi—1)
Trenda komponente by = 86y — l—1) + (1 — 8%)b—y
Sezonala komponente St =Yy — bi—1 — be—1) + (1 — ¥)St—m,

kur A ir prognozgjamas veértibas laika solis, m ir sezonas garums un k ir vesela dalano (h—1)/m.
l; ir vidgjais svertais novertéjums starp sezonali pielagoto novérojumu (y; — s ) un nesezonalo
(£t—1+4bs—1) prognozi latka momentafun() < o < 1. b; ir [imena starpibas - £; — ;| un pagajusa
laika momenta trenda - b;—; vid€ja sverta vertiba, kur 0 < 3* < 1. s; ir pasSreiz€jas sezonalas
indeksa - (y; — £;—1 — b—1) un pagajusas sezonas (m laika vienibas atpakal) indeksa vidgjais

svertais novertéjums, kur 0 < v < 1 — a.




Anomaliju noteiksana!

=== | aikrinda ar anomaliju

20 w== Likrinda bez anomalijas
@ Anomalie novérojumi
15
10
5
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Anomaliju noteikSana — HW modelis




Modelu salidzinajums

Modelis Modela tips Izpildes laiks, sekundes RNA2 MAE MedAE MSE MAPE
Holt-Winters Stat 2.12 0.96 0.37 0.31 0.22 158.75
LightGBM ML 3.13 0.95 0.45 0.36 0.32 113.75
SARIMA Stat 33.76 0.95 0.44 0.38 0.31 169.50
Sezonalas vidéjas vértibas prognoze Naivais 0.01 0.95 0.44 0.36 0.31 195.67
ETS + ARIMA Stat 1.25 0.95 0.45 0.34 0.33 213.73
LSTM DL 77.65 0.95 0.46 0.40 0.31 580.15
SVM ML 0.03 0.94 0.47 0.40 0.34 122.29
CatBoost ML 12.82 0.94 0.47 0.43 0.34 155.01
XGBoost ML 2.96 0.94 0.46 0.39 0.34 224.62
Theta Stat 0.04 0.81 0.78 0.64 1.16 468.61
Videjas vertibas prognoze Naivais 0.00 -0.02 1.34 0.97 6.10 603.96
Pedejas vertibas prognoze Naivais 0.01 -0.23 1.24 0.72 7.32 493.00




Paldies par uzmanibu!



